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Unser Feld: (molekulare) Hirntumordiagnostik
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 Schwierige 
Biopsienahme

 Erste „Begegnung“ 
mit Tumor während 
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Einfach & schnell: Nanopore sequencing von Liquor
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• Viele Prädiktoren, aber nur wenige verfügbar

Die Probleme…
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• Viele Prädiktoren, aber nur wenige verfügbar

Die Probleme…
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• Viele Prädiktoren, aber nur wenige verfügbar

• Relativ wenige Datenpunkte (~8000)

• n << p

• Viele Klassen (~180)

• Klassen sind nicht balanciert 

Unmöglich

Oder doch nicht?

Die Probleme…
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Die Bausteine
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Strategie 1: Beste Ergebnisse, großer Aufwand

• Verwendung nur von CpGs, die in der zu 
klassifizierenden Probe enthalten sind

• Gemeinsames Embedding von Probe und 
Trainingsset; Auswahl der ähnlichsten Klassen

 Neues Training pro Probe

• Random forest als Klassifikator

 Genauigkeit auf Gewebsbiopsie: > 90% (Top1)

 Bei < 1000 CpGs: > 60%
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Strategie 1: Beste Ergebnisse, großer Aufwand

• Multilayer Perceptron

• Volles Trainingsset, Prädiktoren werden pro Epoche 
zufällig gewählt

• Encoding: methyliert/unmethyliert/fehlend

• Batch normalization, um verschiedene 
Prädiktorzahlen auszugleichen

 Genauigkeit auf Gewebsbiopsie bei >99% fehlenden 
CpGs: > 80% (Top1)
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Liquid biopsies: das Problem mit dem Tumoranteil

• Liquid biopsies enthalten i.d.R. einen kleineren Anteil Tumor-DNA 
als Gewebsbiopsien. Darunter leidet die Genauigkeit

• Der Anteil ist abhängig von Größe, Proliferations- und 
Apoptoserate des Tumors

 Tuning des Klassifikators anhand dieser Parameter, ermittelt aus 
Bildgebung

… falls genug Patientendaten mit gepaarter Bildgebung und DNA-
Methylierungsanalyse zugänglich sind
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Was lernen wir daraus?

Maschinelles Lernen ist auch mit sehr kleinen, und höchst unvollständigen Datensätzen mit 
vielen Klassen möglich, wenn…

… die Parameter ausreichend redundant sind

… die Klassen sich auf Basis der Parameter gut unterscheiden lassen

… man ausreichende Ressourcen hat

Die Kombination von verschiedenen Datentypen (hier: DNA-Methylierung und Bildgebung) 
kann weitere Anwendungsbereiche erschließen. Aber: 

 Datensilos sind große Hindernisse
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